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Sintesis de la clase anterior (1)

En la clase anterior revisamos brevemente como es que €l
desarrollo de Internet los hipertextos ha tenido impacto en las
Humanidades Digitales.
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Sintesis de la clase anterior (2)

Dados estos elementos, el periodo que va del aino 1999 al 2000 puede
considerarse como el inicio de la masificacion de la WEB:
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Sintesis de la clase anterior (3)

Esta masificacion trajo consigo nuevas posibilidades y problemas a
resolver. Un area de investigacion que logro consolidarse en estos afos fue
la infometria, enfocada en la medicion del impacto que tiene la produccion
cientifica en la sociedad actual:
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Sintesis de la clase anterior (4)

La infometria ha
puesto en
relieve el uso de
indicadores
numericos para
analizar el
comportamiento
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Descubriendo nuevo conocimiento (1)

Conforme se ha generado mas informacion en la WEB, se han generado
nuevas lineas de investigacion, ademas de todas aquellas que
conforman la infometria. Una de las mas relevantes y conocidas es el
descubrimiento de conocimiento, también conocida como mineria de
datos.

~ Aspects

Data Mining and
Knowledge Discovery Database

Levels




Descubriendo nuevo conocimiento (2)

A grandes rasgos, hay que ambos términos se refieren

practicamente a la misma de investigacion, aunque existen algunas
diferencias:

En el caso del descubrimiento de conocimientos (ing.: Knowledge
Discovery in Database, KDD), se focaliza el resultado final de un proceso

de inferencia, el cual ayuda detectar informacion relvante en grandes
colecciones de datos, es decir:
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Descubriendo nuevo conocimiento (3)

Por su parte, la mineria de datos, en estricto sentido, originalmente se
referia a una fase del KDD, en concreto el reconocimiento de patrones
recurrentes en los datos extraidos. Para esto, era necesario aplicar
distintos métodos para concretar tal reconocimiento:

DATA MINING EXAMPLES
& TECHNIQUES

PREDICTION

CLUSTERING

SEQUENTIAL PATTERNS

DECISION TREE



¢,Como nace la mineria de datos? (1)

Conforme a lo que seria una arqueologia del KDD y la mineria de
textos, los primeros trabajos en esta linea de investigacion se
llevaron a cabo en la década de los 60 en el area de economia, bajo
la iniciativa de Michael C. Lowell, profersor norteamericano afiliado
a la Wesleyan University.

Para saber mas:
http://mlovell.web.wesleyan.edu/

Michael C.
Lowell (1930)


http://mlovell.web.wesleyan.edu/

¢, Como nace la mineria de datos? (2)

Tras el trabajo pionero de Lowell, para 1990 ya se estaban acunando los
téerminos descubrimiento de conocimiento y mineria de datos en varios
medios académicos. De hecho, esta linea de trabajo se inauguro
“oficlalmente” en 1989, con un workshop organizado por Gregory
Piatetsky-Shapiro.

!Knowledge Discovery in Databases
i IJCAI-89 Workshop Proceedings
Detroit, MI, USA

August 20, 1989

Edited by: Gregory Piatetsky-Shapiro
William Frawley

sponsored by IJCAI, AAAI and GTE Laboratories

Gregory
Piatetsky-
Shapiro (1958)

Para saber mas:
www.kdnuggets.com/meetings-
past/kdd89/index.html



http://www.kdnuggets.com/meetings-past/kdd89/index.html

¢, Como nace la mineria de datos? (3)

En 1995, dos computdlogos norteamericanos, Usama Fayyad vy
Ramasamy Uthurusamy organizaron la primera conferencia
internacional sobre KDD y mineria de datos, la cual tuvo una excelente
acogida, ademas de que consolidod los vinculos que habia con el campo
de la inteligencia artificial.

\‘ 'm Firstinternation: L&rkrc e on
| nowledge Discovery

and Data Mining|
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Usama Fayyad Ramasamy
(1963) Uthurusamy

Para saber mas:
https://dl.acm.org/citation.cfm?id=3001335&picked=prox



https://dl.acm.org/citation.cfm?id=3001335&picked=prox

¢, Como nace la mineria de datos? (4)

Desde 1995 a la fecha, gracias al impulso que le dieron Fayyad y
Uthurusamy, la mineria de datos se ha constituido como una linea de
iInvestigacion que considera los siguientes modelos y procesos:
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¢,De donde viene laidea? (1)

Muchos textos sobre mineria de datos, en aras de ir directamente al grano
sobre los modelos y aplicaciones que la constituyen, omiten buena parte
de los antecedentes histdricos que subyacen en su marco teorico, p. e.:

DANIEL T. LAROSE MIWILEY

DISCOVERING ‘
(NOWLEDG
NDATA

An Introduction to
DATA MINING

Wiley Series on Methods and
Applications in Data Mining

Daniel T. Larose, Series Editor

-

. Second Edition

DISCOVERING
KNOWLEDGE IN DATA

An Infroduction fo Data Mining

» Daniel T. Larose * Chantal D. Larose
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¢,De donde viene la idea? (2)

Sin embargo, resulta interesante inferir cuales fueron los caminos que se
siguieron para concebir una propuesta como la mineria de datos, la cual
plantea una serie de cuestionamientos interesantes a lo que se conoce .
como la teoria clasica de la probabilidad. En este sentido, podemos
considerar que la mineria de datos es una extension de la inferencia
bayesiana.

Blaise Pascal Thomas Bayes
(1623-1662) (1701-1761)
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Todo comenzo con un juego...

El interés por el estudio del azar se
puede rastrear desde tiempos
antiguos, por lo menos desde la
cultura sumeria (3500 A.C.), y ha
estado estrechamente relacionado a
los juegos de azar.

La cuestion a tratar aqui es la
siguiente: jexiste alguna manera de
predecir quien puede ganar o perder
un juego de azar, considerando todos
los elementos que participan en dicho
juego: piezas del juego, reglas,
combinaciones, numeros de jugadas,
etc.?
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Todo comenzo con un juego... (2)

Si bien estos descubrimientos han sido importantes, la mayoria de
los historiadores de las matematicas prefieren ubicar el nacimiento
de esta teoria en el s. XVII, a partir de una serie de experimentos
que realizaron en colaboracion Blaise Pascal y Pierre de Fermat,
para resolver una cuestion relacionada con los juegos de azar.

Blaise Pascal Pierra de Fermat
(1623-1662). (1601-1665).
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Todo comenzo con un juego... (3)

La anécdota detras de estas preguntas es la siguiente: en una
ocasion, un hombre llamado Antoine Gombaud de Méré (1607-
1684), quien era aficionado a los juegos de azar, logré contactar a
Pascal y Fermat, con el fin de plantearles un reto matematico,
formulado los siguientes términos:

Supongase que dos jugadores acuerdan
jugar un determinado niumero de
partidas, digamos, jugar al mejor de
siete, y se les interrumpe antes de que

puedan terminar la tanda. ; Como
deberia repartirse el dinero apostado si,
por ejemplo, uno ha ganado cinco
partidas y el otro cuatro?

17



Todo comenzo con un juego... (4)

Las deducciones que desarrollaron Fermat y Pascal para resolver
esta duda los llevaron a relacionar varios fenomenos:

Procesos combinatorios: el hecho de que alguno de los
jugadores gane o pierda se relaciona con series de
combinaciones entre las juagadas que ya ganaron, y las
posibilidades que al menos uno de los dos tiene de ganar
(esto es, el que mas se acerca al triunfo).

Relacion condicional: la pregunta de la Méré no intenta
adivinar quién sera el ganador (o en su defecto, qué hace
falta para ganar el juego), sino mas bien establece una
condicion: |la reparticion de la apuesta entre dos jugadores
esta determinada por el numero de jugadas ganadas que
llevan, dentro de una serie de 7 juegos.




Todo comenzo con un juego... (5)

Considerando las 2 cuestiones anteriores, una definicion que se
puede dar sobre lo que es la probabilidad es la siguiente:

La probabilidad es el conjunto de todas las posibilidades que
tenemos de obtener un resultado, en funcion del nitmero
total de posibles maneras que tenemos para obtener tal
resultado.

Esta definicion se la
debemos a Gerolamo

Cardamo, quien vislumbré Ge’(‘:’g(’;°1%a7"g)am° e A
el problema antes que : — A
\

Pascal y Fermat.

19



Todo comenzo con un juego... (6)

Siguiendo el razonamiento planteado por Cardano, Fermat propone
la siguiente solucion:

St el Jugador A lleva ganadas 5 partidas de 7, en tanto que
el Jugador B lleva 4 de 7, A necesita 2 jugadas mas para
llegar a 7; en tanto que B requiere 3 para llegar al mismo
numero..., y de hacerlo, necesitara una mas para
desempatar con A.

Por ello, pongamos como margen un maximo de 4 jugadas
para que cualquiera de los dos gane el juego.




Todo comenzo con un juego... (7)

Ahora bien, dado ese margen de 4 jugadas, ¢;cuales son las
combinaciones que requieren Ay B para ganar el juego? De
acuerdo con Fermat, el conjunto total de combinaciones son:

(a,a,a,a),(a,a,a,b),(a,a,b,a),(a,b,a,a),(b,a,a,a),(a,a,b,b).(a,b a,b),
(a,b,b,a),

(b,a,a,b),(b,a,b,a),(b.b,a,a), (a,b,b,b),(b,a,b,b),(b,b,a,b), (bbb, a).
(b,b,b,b)

Por convencion, establezcamos que las jugadas que representa a
son aquellas que gana el jugador A, en tanto que las que
representa b son las que gana el jugador B.

21



Todo comenzo con un juego... (8)

El total de combinaciones dentro de estas 4 jugadas es de 16.
Ahora, dentro de estas 16 jugadas, el Jugador A puede optar por 11
que le permiten ganar la partida (recordemos, esta a dos juegos de

triunfar). Las combinaciones ganadoras para A son:

1.{a,a,a,a}2.{a,a,a,b}3.{a,a, b,a}4.{a, b, a, a}
5.{b,a,a,a}6.{a, a,b,b}7.{a, b, b, a}8.{b, Db, a, a}
9.{b, a, a, b} 10.{b, a, b, a} 11 {a, b, a, b}

Por su parte, B so6lo puede optar por 5 combinaciones:

2.{b, b, b, a} 3. {b, b, a, b} 4. {b, a, b, b}

22



Todo comenzo con un juego... (9)

Finalmente, para establecer el margen de probabilidad que tienen
ambos jugadores para ganar la partida completa en 4 juegos,
considerando que el jugador A lleva ventaja sobre el jugador B,
hacemos el siguiente calculo:

Jugador A: 11/16 = 0,69

Jugador B: 5/16 = 0,31

Asi, la reparticion de la apuesta podria ser del siguiente modo: si
ambos jugadores ponen 50 monedas de oro cada uno, de modo
gue la suma total da 100 monedas, el jugador A tiene derecho a 69
monedas, porque es el que estuvo mas cerca de ganar; en
contraste, el jugador B tiene derecho a 31 monedas, dado que esta
mas alejado del triunfo en comparacion con A.

23



Causas y efectos... (1)

Por su parte, el Padre Bayes se enfoco en tratar de entender como
es que un fendmeno puede ser condicionado por otro, de tal suerte
gue un efecto observado puede se provocado por una causa no
visible pero coincidente.

Un ejemplo sencillo es el
siguiente: si nos duele la
cabeza (A), y sabemos que
estamos resfriados (B), ¢ existe

la probabilidad de que tal dolor
sea provocado por el resfrio, o
hay que considerar otra causa?

24



Causas y efectos... (2)

Si bien el ejemplo anterior parece sencillo, nos permite plantear lo
siguiente: si partimos de una hipétesis que nos ayuda a explicar un
fendbmeno dado, es necesario contrastarla consu negacion. Asi, para
resolver este constraste, resulta necesario colectar evidencia que
sustente empiricamente alguna de las dos hipotesis.

A medida que la evidencia se
acumula, el grado de
creencia en una hipotesis se
va modificando. De este
modo, lashipotesis con un

grado de creencia muy alto
se pueden tomar como
verdaderas, mientras que las
gue tienen un bajo grado de
creencia muy bajo son vistas
como falsas.

25



Causas y efectos... (3)

¢, Qué pasa si afiadimos mas variables relacionadas con el fenOmeno que
estamos analizando? Pues las cosas se ponen mas interesantes.
Veamos: ¢ que factores influyen para que una persona enferme de cancer
en los pulmones?

(a) Fumar

(b) Respirar aire contaminado
Una vez resuelta esta duda,
hagamos otra pregunta: ;cual
es la mejor forma de

detectarlo?

(i) A traves de una radiografia

(ii) Detectando sintomas de
disnea (esto es, dificultades
para respirar)

26



Causas y efectos... (4)

Tenemos entonces dos posibles causas (contaminacion vs. fumar), un efecto
(contraer cancer), y dos maneras de detectarlo (via rayos-X vs. Padecer de

disnea).

. ez
- 4

Contaminacn/o< >Fuma

Cancer

4
 Rayos Disnea

N\

Preguntas maliciosas:

l. ;Cual seria el peor
paciente posible?

2. Si fumo, pero no sufro
disnea, y los rayos X no me
detectan nada en el pulmon,

;puedo llegar a sufrir

cancer?

3. s Todos los habitantes del
DF, por el hecho de estar
expuesios a la
contaminacion, pueden
sufrir cancer?

27



Causas y efectos... (5)

Siguiendo este razonamiento, parece que en un 30% de los casos de
fumadores, ésta puede contraer cancer, y podemos detectarlo en un
30.4% de los casos considerando si tienen problemas para respirar.

Imaginemos que la
Pollution Smoker combinacion de estos dos

High 100]| | True 300] ' | .. .
Low 900/ ' False 700/} ' ! factores nos da lo siguiente:

\ / 1. Fumar CAUSA céancer.

Cancnr :
Tre 116 2. La disnea ES-UN EFECTO
? 98.8 \ del cancer.
Xray Dyspnoea Si evito fumar, puede
Positive  20.8[ | | True  304[ | | ayudar a que no padezca
Negative 79.2| . | | False €96] , | disnea, y la combinacion de

ambos hace que tenga
pocas probabilidades de
padecer cancer.

28



Causas y efectos... (6)

Nuevamente, partimos de lo que hemos visto sobre probabilidades
condicionales: lo que queremos establecer es si en una cadena de eventos
dada, ;podemos reconocer cuales son dependientes entre si, y cuales son
marginales? Esto podemos determinarlo con la siguiente formula:

Esto quiere decir: “sea {Al, A2,

A3...An} un conjunto de sucesos | P( Bl Ay ) P( Ay )
mutuamente excluyentes y P(Al | B) - P(B
exhaustivos, tales que la ( )
probabilidad de cada uno de ellos

es distinta de cero”.

» P(A;) son las probabilidades a priori.

A esto le anadirmos: “sea B un N L
» P(B | Aj) es la probabilidad de B en la hipotesis A;.

suceso cualquiera del que se

conocen las probabilidades » P(Ai| B) son las probabilidades a posteriori.
condicionales P(B | Ai)”. Estosecumple 5 — 1 1

Al final, siguiendo la formula,

deducimos:

29



Causas y efectos... (7)

Para mayores detalles, este tipo de inferencias se basan en el teorema de
Bayes, el cual nos dice que:

Sea {A, A,, As... A.... A} un conjunto de sucesos mutuamente
excluyentes y exhaustivos, y tales que la probabilidad de cada uno

de ellos es distinta de cero (0). Sea B un suceso cualquiera del que
se conocen las probabilidades condicionales P(B | A,). Entonces, la

probabilidad P(A, | B) viene dada por la expresion:

P(B|4,)P(A))

P(Ai|B) = =50

donde:
. P( '11) son las probabilidades a priori.
. P( Bl -11) es la probabilidad de [3 enlahipotesis 4 ..
. P( ‘_L-l B) son las probabilidades a posteriori.

30



Dejemos que hablen los datos... (1)

Una de las cualidades que muchos investigadores valoran del
teorema de Bayes es su ingenuidad para hacer inferencias que
permitan asociar causas y efectos mas probables.

3 |
5 » - -
€ &
Quiero A No Quiero |

. U_ = \‘ N
~ A\ o) » -
Comer ) g Beber )&} Bailar Jugar )%
™ ‘ " .
Bocadio || Galletas L Zumo

/ ?»‘ v
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Dejemos que hablen los datos... (1)

Dadas estas relaciones de probabilidad entre causas y efectos, el
teorema bayesiano ha sido empleado con éxito para resolver
problemas de agrupamiento (clustering) y clasificacion de datos.

Viendo el grafico, nos
damos cuenta que
podemos matizary generar

_ Pragmatists
sub-conjuntos de rasgos

Conservatives

gue definan a aquellas
personas que se
encuentran entre dos
extremos: ser entusiastas,
0 Ser escepticos.

Enthusiasts Seeptics
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Dejemos que hablen los datos... (2)

Para abordar estos problemas de clasificacion, se han creado varios
modelos computacionales basados en este teorema. Uno de los mas
conocidos son los arboles de decision.

Un arbol de decision es un modelo de
prediccion que opera siguiendo un principio
muy similar al de las redes bayesianas.

La idea aqui es: supongamos que tenemos
un conjunto de hipotesis que explican una
secuencia de fenomenos. Cada uno de estos
fenomenos puede, o no puede ocurrir.
Como en la logica clasica, si ocurre tal
fenomeno, aparte de validar nuestras
hipotesis, tal fenonomeno podra dar lugar a
otros que esten relacionados.

En caso de que no tenga lugar algun
fenomeno, entonces mi hipotesis es falsa, y
por tanto no me ayuda a establecer una
secuencia de relaciones.

33



Dejemos que hablen los datos... (3)

Visto en abstracto, parece que los arboles de decisiones son mecanismos
demasiado complejos. Empero, si los vemos en un terreno practico, en

realidad operan de forma mas simple.

100%
$0.00

$0.00

0% 0%
i $0.00 ‘ $0.00

New Decision Tree £0.00

ALSE 0%

2 $0.00 < $0.00

Supongamos que trabajamos en un supermercado, vy de repente detectamos que
durante los meses de marzo a mayo hay una tendencia, casi inexplicable, a comprar

panales para bebés y cervezas.
Aprovechando esto, decidimos poner en oferta estos dos productos.

:De donde nos llego esta extravagante idea?

34



Dejemos que hablen los datos... (4)

Preguntas maliciosas:

1. ;Quiénes hacen estas compras:
hombres y/o mujeres?

2. ;Hay algun rango de edad en estos
clientes: 20, 30, 40, 50 arnos, p. e.?

3. ¢ Estas compras se hace todos los
dias, los fines de semana, o incluso en
fechas especificas?

4. ;Desde cuando hemos observado esta
tendencia: hace un mes, un ano, dos
anos, diez anos...?

5. ¢Hay alguna preferencia por cierta
marca de panales y/o cerveza?

6. La suma de estos factores, ;nos haria
pensar que conviene poner los dos
anaqueles cerca, o los dejamos alejados
uno del otro?

35



Dejemos que hablen los datos... (5)

El ejemplo del supermercado es uno de los mas tipicos para explicar procesos
de mineria de datos para la toma de decisiones. L.o que queremos hacer es

determinar, p. e., comportamientos de compra en clientes, dada regularidad
observada en la asociacion de una serie de factores.

Ahora, si quisieramos evitarnos
ese proceso de analizar y tomar
decisiones, y se lo asignaramos
a un sistema de computo,
entonces lo que tendriamos que
hacer es ayudarlo a razonar

xw %T/ como se relacionan estos
\ AW N, factores, de tal modo que si

Siock Levels

/ \ / \ /H . ocurre uno, éste obligara a hacer
By All ‘ Huy 10 Duy 3 [om't By By 3 [»on't Buy 11114 ElE‘CCiél] CDI]CI’E‘tEl.

Asi, dada la probabilidad de que

ocurre el fenomeno X, ;debo

hacer la eleccion A, o la
eleccion B?
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Mineria de textos (1)

Tras el impulso que tomd la mineria de datos en los afios 90 —Ilo que a
su vez ha ayudado a revalorar los métodos probabilisticos basados en el
teorema de Bayes—, durante la primera década del 2000 fue emergiendo
una linea de investigacion paralela, la mineria de textos.

developed features Data

e g technl ‘ues

uuuuuu

La mineria de textos se
puede concebir como el
proceso enfocado en la
onal deteccion y de patrones en
grandes repositorios de

P.language -7

e xt sl
leverage ",

B npattems eas

leverages »= contexts

information *

‘knowiedge datab
algorithms ™
learning linquistics
problem

documentos. Estos
patrones representan
informacidén relevante
contenida en tales
documentos.

machine -
common |
el ol rirreny

T e - v s
%M AraIe AR
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Mineria de textos (2)

Casi de manera informal, se pueden reconocer a Ronen Feldman y James

Sanger como los primeros que comenzaron a
manual gque publicaron en 2006 sobre el tema:

e

Ronen James
Feldman Sanger

Para saber mas:

acunar tal término en un

THE TEXT
MINING
HANDBOOK

ced Appro

1

el ‘
aamiie | :_’:)x;- LR

RONEN FELOMAN
JAMES SANGER

www.cambridge.org/cl/academic/subjects/computer-science/knowledqge-

management-databases-and-data-mining/text-mining-handbook-advanced-

approaches-analyzing-unstructured-data?format=HB
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Mineria de textos (3)

La génesis de la mineria de textos se debe a cuestiones esencialmente

practicas, que tienen que ver con la necesidad de procesar datos no-
estructurados, esto es:

Contiene formato y estructura definida.
Datos transaccionales, Bases de datos

Estructurados como Excel
Archivos de texto con patrones discernibles
Semi-Estructurado Archivos xml

Archivos de texto con formato erratico,
Cuasi- Estructu rados puede ser formateado con herramientas
Pdginas Web

Datos sin estructura inherente,
No- Estructurados usualmente de diferentes fuentes.
PDFs, impagenes, video. Documentos de
Texto

39



Mineria de textos (4)

Esta diferencia entre datos estructurados y no-estructurados no tendria que
representar un problema..., salvo que hoy en dia tan solo la WEB (no
contemos todavia repositorios de documentos que van desde bibliotecas
digitales..., hasta nuestros computadores) esta constituida principalmente por
datos no-estructurados:

Structured Data

Unstructured Data

- PDFS

- WORD DOCUMENTS

- SPREADSHEETS

= PRESENTATIONS

' SOCIAL MEDIA POSTS

' BOOKS
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Mineria de textos y bioinformatica (1)

Hay muchas areas de conocimiento en donde la mineria de textos se ha
aplicado para resolver el procesamiento de datos no-estructurados. Una de
ellas es la bioinformatica.

A grandes rasgos, y retomando un poco de lo que hablamos sobre infometria,
a la bioinformatica le interesa procesar datos reportados en la litertarua que
se publica constantemente:

1- Experiments 2- Results 3- Scientific articles
Planning and Processing and 'Relevant’ results are
carrying out interpretation of published in scientific
experiments obtained results journals

(lab work)

8 -—'

A ET
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Mineria de textos y bioinformatica (2)

Si nos concentramos en uno de sus productos, los articulos cientificos, lo que

Interesa analizar es lo siguiente:

DATA IN SCIENTIFIC ARTICLES

Scientific
Journals

. Format
. Paper structure
. Article type

FREE TEXT

Trntle'

Abstracts
Keywords
Text body

References

TABLES

=0 FIGURES
T P
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Mineria de textos y bioinformatica (3)

Si consideramos a profundizar en el contenido de los textos, comenzamos a
tener algunos problemas, p. e., la lengua: ¢ analizamos solo textos en inglés,
o0 debemos atender otros idiomas?:

- Most in English.

. Different native
languages.

. Different word

. 8 .
;.:v.f

I I usage (preferences)
Netzel R, Perez-lratxeta C,
Bork P. Andrade MA
The way we write. EMBO
Rep. 2003 May;4(5):446-51
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Mineria de textos y bioinformatica (4)

Por otro lado, tenemos el problema de la cantidad de documentos: hasta el

dia de hoy, de

acuerdo con la informacion que brinda PubMed, cuenta con

alrededor de 30 millones de referencias a articulos sobre literatura biomédica.
Por supuesto, esta cantidad crece de manera constante:

600000
550000
500000
450000
400000
350000
300000
250000
200000
150000
100000

50000

0

PubMed growth ‘
PublfQed
¢ Nr. abstracts

Nr. entries # o 450,000 new
o abstracts/a

> 4,800
biomedical
journals

LY

V600000000000 000000000000

1951 1955 1959 1963 1967 1971 1975 1979 1983 1987 1991 1995 1999 2003
1950 1954 1958 1962 1966 1970 1974 1978 1982 1986 1990 1994 1998 2002

Para saber mas:
www.nchi.nlm.nih.gov/pubmed/
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Mineria de textos y bioinformatica (4)

Tomando en cuenta |lo anterior, muchos investigadores han desarrollado
varios proyectos de mineria de textos que toman como objeto de andlisis los
repositorios textuales de PubMed, p. e.: el National Center of Text Mining
(NaCTeM) en Manchester, Inglaterra.

.'-'?., NCBI Resources [¥] How To [+ MyMNCBI Sign
Pubmed gov Searcn| PubMed [,,] Limits Advanced search Help
U.S. Nationel Library of Medicine Clear

Bublled compricac mara than 40 milign citations for biomedical literature -
line books. Citations may
To search PubMed for works by a 1 Central and publisher web Databases
specific author, enter the author's
last name and initials in the search
box. Use no punctuation.

Semantic
* interpretation of data

Adding new
knowledge

Using PubMed

Text

Supporting
semantics

Semantic

interpretation of models
¥ in systems biology
‘ Computational
models

www.nhactem.ac.uk
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Mineria de textos y bioinformatica (5)

Dos investigadores de
este centro, Sophia
Ananiadou y John
McNaught, han

desarrollado un método
estandar para hacer
mineria de textos en
biomedicina, que es el
siguiente:

raw

(unstructured) |:>

text

cells

--Secretion of TNF was
abolished by BHA in
PMA-

text processing

stimulated U937

Para saber mas:

part-of-speech
tagging

o

NP
|

named entity S i?:;ic
recognition Lt
parsing
S

PP

AN

VP

/\PP
Z

/\NP

annotated
(structured)

text

NN INNN VBZ VBN IN NN IN JJ

protein_molecule  organic_compound

7

negative regulation

Secretion of TNF was abolished by BHA in PMA-stimulated U937 cells .

N

NN NNS.

cell_line

_

https://us.artechhouse.com/Text-Mining-for-Biology-and-

Biomedicine-P932.aspx
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Gracias por su atencion

Blog del curso:


https://cesaraguilar.weebly.com/internet-y-sociedad.html

